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Resumo:

O avancgo recente dos modelos de Aprendizagem de Maquina (AM), especialmente os
Grandes Modelos de Linguagem (Large Language Models - LLMs) e seus equivalentes
compactos (Small Language Models - SLMs), transformou radicalmente o panorama da
Inteligéncia Artificial. No entanto, a dependéncia severa de infraestruturas de
computagcdo em nuvem de alto desempenho impde gargalos criticos de laténcia,
privacidade, consumo energético e largura de banda.

A migragdo desses modelos para a borda da rede (Edge Computing) e sistemas
embarcados com recursos restritos € o proximo grande passo cientifico e tecnoldgico.
Contudo, essa transicao exige viabilizar a execugéo eficiente sem degradar severamente
a acuracia dos modelos, além de garantir a seguranga dessas aplicagdes em cenarios
do mundo real.

O objetivo geral deste projeto € investigar, propor e desenvolver metodologias,
algoritmos e frameworks para a criagdo de modelos de aprendizagem de maquina
altamente eficientes, viabilizando a inferéncia e/ou o treino de alta performance
diretamente em sistemas embarcados e dispositivos de borda.

De maneira especifica, o projeto ira buscar avaliar e propor técnicas de compresséao de
modelos (como quantizagao extrema, poda de neurdnios, destilagdo de conhecimento e
low-rank adaptation) focadas na execugao de LLMs e SLMs em hardware limitado. Além
disso, outro objetivo especifico sera validar as metodologias desenvolvidas por meio de
problemas do mundo real (ex: Internet das Coisas Médicas, cidades inteligentes,
monitoramento industrial ou veiculos auténomos). Por fim, também pretende-se
investigar o impacto da compressdao e da execu¢do em hardware embarcado na
resiliéncia dos modelos, avaliando explicitamente a degradacéo de desempenho frente
a corrupgbdes naturais nos dados (ruidos de sensores, falhas de captura) e a
vulnerabilidade a ataques adversariais (adversarial attacks).
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